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INTRODUCCION

Los cientificos pesqueros recolectan y analizan datos con el objetivo de efectuar un
manejo racional de los recursos. Por lo tanto, el andlisis de los datos deberia conducir a
resultados utiles para la toma de decisiones. El uso de la metodologia bayesiana es de
creciente interés, y aceptacion en multiples y diversas areas.

La explicacion de la expansion de esta metodologia radica en los beneficios que ofrece
frente a los métodos clasicos. Los métodos bayesianos permiten una inferencia mas natural
que los métodos clasicos (estadistica frecuencista). El analisis bayesiano es mas intuitivo y los
resultados obtenidos a partir de los métodos bayesianos incluyen automaticamente la
incertidumbre de las estimaciones. Ademas, los métodos bayesianos pueden hacer uso de
mayor cantidad de la informacion disponible, 1o que suele implicar resultados mas ricos que los
obtenidos por el método clasico. Pueden resolver problemas mas complejos que los métodos
clasicos en una forma, muchas veces, mas simple.

La estadistica bayesiana se puede desarrollar tomando como punto de partida el
problema de la toma de decisiones, permitiendo introducir la problematica de las decisiones de
una forma natural.

Los métodos bayesianos permiten reducir el problema de la inferencia en general
(estimacion de parametros o contraste de hipotesis) al problema del calculo de probabilidades
(pensadas éstas como grados de creencia) condicionadas a los datos disponibles.

El Analisis Bayesiano es un analisis condicional, en el sentido que las distribuciones a
posteriori, que se obtienen como salidas de éste analisis, son distribuciones condicionadas a
los datos disponibles. Esto hace del enfoque Bayesiano una forma natural de abordar un
analisis de datos, ya que en nuestro contacto e interaccién con el mundo procedemos de la
misma forma. Teniendo en cuenta el conocimiento previo y condicionando nuestras inferencias
a los datos actuales aportados por la realidad.

El avance computacional para realizar operaciones matematicas complejas y la gran
velocidad de procesamiento de las computadoras actuales, ayudan a explicar el creciente uso
del enfoque bayesiano para resolver problemas. Particularmente, el lenguaje de programacion
R para andlisis estadistico es muy utilizado por su gran capacidad y es especialmente atractivo
para la practica del enfoque bayesiano. R es una implementacién de dominio publico del
lenguaje estadistico S que ha ganado popularidad por varios motivos. Se puede descargar de
https://cran.r-project.org/ y funciona en Windows, Linux y Mac. Ademas de usarse para analisis
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estadisticos, R tiene programacion basada en objetos y programacion funcional. En virtud de
esto, los desarrollos que se presentan aqui se formularon empleando este lenguaje.

Dado que existen buenas introducciones al analisis bayesiano (Berry, 1996; Bolstad,
2007; DeGroot y Schervish, 2002; Sivia, 2006; Hernandez, 2012) y al uso de métodos
bayesianos en ecologia con R (Ellison, 1996; Kinas, 2010; Korner-Nievergel, 2015), el objetivo
de este trabajo es presentar las ventajas del enfoque bayesiano en evaluacién de recursos
pesqueros. Para ello se desarrollaron dos ejemplos, el primero consiste en la estimacion de
parametros para el modelo de dinamica poblacional de Pella-Tomlinson, para la ballena
jorobada (Megaptera novaeangliae) con datos de foto-identificacion y avistaje-reavistaje. En
esta ocasion se presentara uno de los métodos numéricos utilizado en el analisis bayesiano, el
algoritmo SIR (Sampling Importance Resampling). En el segundo ejemplo, se efectua la
estimacion de parametros del modelo de produccion excedente de Schaefer dentro de un
marco de espacio-estado para el diagndstico y evaluaciéon del atun blanco (Thunnus alalunga)
del Atlantico sur. En esta ocasiéon se introducen las herramientas basicas de estimacion
utilizando Métodos de Monte Carlo con Cadenas de Markov. En este ultimo ejemplo, se efectud
ademas un analisis de riesgo contemplando diferentes objetivos de manejo, mostrando la
flexibilidad del enfoque bayesiano para lidiar con este tipo de cuestiones.

Este informe esta destinado a todo aquel que desee entender las herramientas basicas
para llevar a cabo un analisis bayesiano en lenguaje R. No requiere un conocimiento previo
exhaustivo de las técnicas bayesianas. Los requisitos para la lectura de este informe incluyen
cierto conocimiento de las técnicas estadisticas clasicas, como por ejemplo estimacion de
parametros, intervalos de confianza, nivel de significacion, décimas de hipoétesis, etc.

Se espera que este informe constituya un material de consulta y que los scripts
generados sirvan como herramienta de apoyo para los investigadores dedicados a la
evaluacion de recursos pesqueros.

¢En qué consiste la Estadistica Bayesiana?

El Analisis Bayesiano ‘depende explicitamente de modelos probabilisticos para los
datos. La gran diferencia con el analisis clasico es que con Bayes, podemos obtener
distribuciones de probabilidades para todas las cantidades no observadas, incluyendo
parametros, o valores de prediccion. De esta manera, los analisis bayesianos nos permiten
cuantificar incertidumbre y desarrollar modelos mas realistas. La regla de Bayes planteada en
términos de datos y parametros es":

p(y|0)p(0)
p(@ly) = Y]
I p(yl6)p(6)d6
El objetivo del Analisis Bayesiano es calcular la probabilidad de un parametro 6 (o una
hipotesis H) dados los datos y, que se expresa como p(8|y) (o p(H|y)). Es decir, que la
probabilidad a posteriori de los parametros, p(0|y), dado que observamos los datos y es igual

Tde aqui en mas utilizaremos la notacién en negrita para referirnos a vectores. Y en la formula que sigue
haremos uso de un “abuso de notacion”, utilizando el mismo parametro dentro de la integral que en el
numerador, cuando en realidad debiera usarse otro simbolo para indicar el vector de parametros, a los
efectos de simplificar la notacién.
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a la verosimilitud multiplicada por la probabilidad a priori y dividido por la probabilidad total de
los datos. La funcion de verosimilitud nos da la probabilidad de observar los datos condicionada
al valor de los parametros, p(y|@) — que a veces se escribe como L(y|@) —. La prior de los
parametros, p(@), refleja los posibles valores de los parametros de acuerdo con nuestras
“creencias” previas, o los resultados de estudios anteriores, o lo que nos parece que tiene
sentido para el sistema bajo estudio (en definitiva, en base a informacion previa). Finalmente, la
probabilidad total de los datos se obtiene integrando la funcién conjunta de los datos y los
parametros sobre los posibles valores de los parametros. Como veremos mas adelante, el
Andlisis Bayesiano, combinado con métodos numéricos, permiten analizar modelos con
muchos parametros, y niveles de variabilidad.

Es usual, entonces hablar en términos de la distribucidon a posteriori (0 posterior) y a
priori (o prior). Toda la inferencia estadistica se efectua a partir de la distribucion a posteriori. La
media de esta distribucion puede servir como una “estimacion puntual” de los parametros. La
incertidumbre asociada al verdadero valor o estado del parametro es expresada directamente
en la distribucion a posteriori.

El céalculo de la posterior, involucra el calculo de una integral que en los casos mas
simples puede efectuarse de manera directa, en estos casos se dice que se tiene una solucion
analitica. Cuando no se dispone de una solucion analitica la integracion puede hacerse con
métodos numéricos. Recién en los ultimos 25 afios se vienen desarrollando técnicas de
simulacion estocastica que permiten, de manera relativamente simple, obtener muestras de
las distribuciones de interés, lo que ha dado un gran impulso al uso de la inferencia bayesiana.
En particular, los métodos de Monte Carlo con Cadenas de Markov (MCMC) estan
recibiendo gran atencion. Un MCMC, para simular de una funcion de distribucién objetivo p(-),
es cualquier método que produzca una cadena de Markov homogénea, ergddica e irreductible,
cuya distribucién estacionaria sea la distribucién objetivo (p(-)). En el Analisis Bayesiano,
distribucion objetivo es la distribucion a posteriori, esto es, p(:) = p(0]y).

En la practica, una vez que las cadenas generadas alcanzan la convergencia, se
considera que los valores generados son muestras de la distribucidén de interés. Existen varios
métodos propuestos para la construccion de una cadena de Markov. El mas conocido es el
algoritmo de Metropolis-Hastings. La implementacion de los algoritmos MCMC puede no ser
una tarea facil si el modelo es muy complejo. Para el lector que desee profundizar en los
detalles sobre cada uno de los algoritmos, una buena referencia sobre éstos y otros métodos
MCMC es Gamerman & Lopes (2006). Ademas de los MCMC, existen otros algoritmos cémo el
SIR (Sampling Importance Resampling) o SIS (Sequential Importance Sampling). En este
informe emplearemos el muestreador de Gibbs y el algoritmo SIR.

Analisis Bayesiano de datos en evaluaciéon de recursos pesqueros

En los dltimos afios ha crecido la aplicacion del Analisis Bayesiano a problemas de
evaluacion de recursos pesqueros (McAllister & Kirkwood, 1998; Parma, 2001; Giussi et al,
2011; Aubone y Rodriguez, 2012a y 2012b; Hernandez, 2012; Hernandez & Carozza, 2013;
Andrade, 2016; Aubone, 2016; Rufener et al., 2017; Sant'‘Ana et al, 2017; Hernandez &
Rodriguez, 2017).

Los procedimientos estadisticos bayesianos ofrecen una manera simple y directa de
proveer informacién sobre las diferentes fuentes de incertidumbre en las evaluaciones de los
4
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stocks. El asignar distribuciones de probabilidad a los parametros de los modelos de
evaluacion y parametros derivados (calcular su distribuciéon a posteriori), como por ejemplo, el
Rendimiento Maximo Sostenible, en lugar de sdélo dar una estimacién puntual de cada
parametro y medidas de precision de las estimaciones, es un aspecto fundamental de la
filosofia bayesiana de trabajo.

Esquema de estimacién bayesiana
El esquema de estimacion bayesiana involucra tres componentes:

I. Determinacion de la distribucion a priori para los parametros.
Il. Formulacién de la funcién de verosimilitud para los datos utilizados en la evaluacion.
lll.  Calculo de la posterior segun la férmula de Bayes.

¢,Como determinamos la distribucion a priori? ;Cémo establecemos la funcién de
verosimilitud? y, ;cdmo se obtiene la distribucion a posteriori? Son algunas de las cuestiones
que veremos en cada uno de los ejemplos que presentemos, haciendo hincapié en los
principales problemas que podemos encontrarnos en el ambito pesquero.

EJEMPLOS DE METODOS BAYESIANOS APLICADOS EN PESQUERIA

A continuacion se presentan dos ejemplos donde se resumen las ideas centrales de un
Analisis Bayesiano, omitiendo por el momento los detalles técnicos pues el objetivo con estos
es poder ilustrar las potencialidades basicas del método, destacar algunas diferencias con el
analisis convencional y mostrar como sera utilizado el lenguaje R a lo largo del informe.

Ejemplo 1: Modelo de dinamica poblacional de la ballena jorobada (Megaptera
novaeangliae)

El siguiente es un ejemplo adaptado del libro de Kinas (2010). A partir de los datos de
Freitas et al. (2004) se desea estimar el numero de individuos en el tiempo t (N;), y el
parametro poblacional (r) de ballenas jorobadas (Megaptera novaeangliae) que utilizan el
Banco de Abrolhos durante los meses de invierno. La dinamica poblacional sigue el modelo de
produccion de Pella-Tomlinson (1969) el cual esta dado por la siguiente expresion:

Nyyi =N, + N7 [1 - (%)Z] 2)

donde:

N; es el numero de individuos en el tiempo t (afios)

r es el parametro poblacional (afio™)

K es la capacidad de carga del sistema o numero de individuos en el equilibrio

z es un parametro de forma, adimensional, que determina el tamano poblacional en el que la
productividad es maxima.
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Los datos disponibles en la Tabla 1 se obtuvieron a partir de estudios de foto-
identificacion, avistaje y re-avistaje, entre los anos 1996 a 2000. En la notacién adoptada el afio
inicial (1996) es t = 1. La numeracion sigue en orden creciente hasta t = 5 (afio 2000).

En este ejemplo los pardmetros K y z se fijaron en 21.000 y 2,39 respectivamente, con
base en informacion disponible en Ward et al. (2011). Por lo tanto, los Unicos parametros a ser
estimados son N; y r. Con las estimaciones de r y N;, todos los demas tamafos poblacionales
anuales son obtenidos de la formula (2) que en este ejemplo esta planteada en forma
deterministica.

Estimacion de parametros bajo el enfoque bayesiano

Veamos los procedimientos que debemos aplicar para obtener la posterior de N; y r.
Para ello como vimos debemos cumplir con las etapas de: eleccién de la prior, formulacion de
la funcién de verosimilitud y por ultimo calculo de la posterior.

Eleccién de priors

Existen diferentes priors que pueden incluirse en un Analisis Bayesiano, en principio
cuando nuestro conocimiento previo es pobre o queremos que las posteriors estén
completamente dominadas por los datos, en general se utilizan priors denominadas no-
informativas o difusas, como por ejemplo las priors uniformes (que asocian la misma
probabilidad a cada valor del parametro en un intervalo dado). También se usan las priors
débilmente informativas o también llamadas regularizadoras, que son aquellas que proveen
suficiente informacion para evitar overfitting o para facilitar el ajuste a modelos complejos.
También se pueden usar las priors conjugadas que tienen la misma estructura que la
distribucion de los datos, de manera que la forma de la distribucién a posteriori coincide con la
forma de la prior (pero con parametros actualizados en funcién de los datos). Por ultimo,
existen las priors de referencia, que son aquellas que perturban de la menor forma posible la
informacién proporcionada por los datos.

En este ejemplo, para la eleccién de la distribucion a priori, p(N,,r), suponemos
independencia entre las variables, esto es:

p(Ny,7) = p(Ny) - p(r) 3)

La prior p(Ny,r) la definimos como el producto de las priors unidimensionales, y esto la
define como mas difusa que una prior para N; y r considerados conjuntamente, lo que
implicaria conocer las distribuciones condicionales de uno de los parametros dado el otro, lo
cual requiere, como es facil observar, un conocimiento mucho mayor. Como prior para N; se
utilizé una distribucién uniforme entre 1.500 y 21.000 (K) individuos, lo que representa una prior
no informativa y; para r en base a estudios poblacionales para ballenas jorobadas e
informacién de indices de abundancia relativos (tasa de encuentro) disponibles para la misma
region y periodo de estudios (Ward et al., 2011), se considerd una distribucion normal con
media 0,074 y desvio estandar 0,019.

Funcion de verosimilitud
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El modelo que relaciona los datos observados con la formula (2) (dinamica poblacional)
es el hipergeométrico®. Por lo tanto, la funcién de verosimilitud es (Kinas, 2010):

L(my, ..., mg|Ny,7) = ﬁw

Nt
t=2 ne

3)
donde:

n; es el numero de animales foto-identificados en el afio t

m, es el numero de animales previamente foto-identificados y re-avistados en el afio t

M, es el numero de animales previamente foto-identificados antes del muestreo realizado en el
anot

Tabla 1. Datos obtenidos de Freitas et al. (2004) en el estudio de ballenas jorobas en el Banco
de Abrolhos en los meses de invierno entre los afios 1996 y 2000. Constan del numero de
animales foto-identificados (n), el nimero previamente foto-identificado (M) y, el numero de
animales previamente foto-identificados y re-avistados (m).

afho 1996 1997 1998 1999 2000
n 101 143 216 164 218
m 0 7 23 27 30
M 0 101 237 430 567

Célculo de la posterior

Como no hay solucion analitica que permita describir la forma exacta de la distribucion a
posteriori es necesario recurrir a algun método numérico. En este caso, emplearemos el
algoritmo SIR (del inglés Sampling Importance Resampling), a los efectos de generar una
muestra de 10.000 elementos de la distribucién conjunta a posteriori.

El algoritmo SIR (Rubin, 1988) ha sido propuesto como uno de los métodos mas
simples y versatiles, la idea subyacente es muy sencilla, consiste en generar una muestra
aproximada de la distribucidon objetivo h, utilizando valores muestreados de una distribucion
auxiliar. ¢Como funciona SIR? Primero, se genera una muestra de tamafo m,,
(61,0, .., 0} a partir de una distribucién h(-) denominada funcién de importancia. Luego,

))
se calculan las tasas de importancia wy =%,k =1,..,m, donde g es la distribucion
objetivo, en nuestro caso, g(6%®)) = p(y|6®) p(6™). Notar que h debe satisfacer h > 0). A

Wk

continuacion, se calculan las tasas de importancia normalizadas @, = y; finalmente, se

j@j
genera una nueva muestra de tamafio m a partir de la muestra original con reemplazo y con
probabilidades proporcionales a las tasas de importancia. A medida que m, — oo la muestra
obtenida con SIR tiende exactamente a la distribucion objetivo. Para que el procedimiento sea

efectivo es conveniente que h sea una buena aproximacion a g. No obstante, es comun definir

2 En teoria de la probabilidad la distribucion hipergeométrica es una distribucion discreta relacionada con muestreos aleatorios y
sin reemplazo. Si suponemos que se tiene una poblacion de N elementos de los cuales, d pertenecen a la categoria Ay N —d ala
B, la distribucion hipergeométrica mide la probabilidad de obtener x (0 < x < d) elementos de la categoria A en una muestra sin
reemplazo de n elementos de la poblacion original (DeGroot, 1988).
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la funcion de importancia igual a la prior, en cuyo caso las tasas de importancia coinciden con
la verosimilitud. Una discusién interesante sobre la eleccion de esta funcion puede verse en
Hernandez (2012).

Esta es una explicacion informal pero ayuda a entender la idea basica detras del
algoritmo, sin embargo se sugiere la lectura de trabajos como el de Smith y Gelfand (1992)
donde se presenta una introduccién del SIR y como los de Tanner (1993) y Gelman et al.
(1995) para un tratamiento mas profundo sobre el método.

Veamos a continuacion las sentencias en R para llevar a cabo la estimacion de
parametros. En este caso consideramos la funcién de importancia igual a la prior y
efectuaremos ademas una prueba de admisibilidad biolégica basica para el vector de
parametros generado en cada paso, verificando que N; > 0 para t =1,...5 donde N; se calcula
a partir de (2).

Implementacion en R y estimacion utilizando SIR

## Cargamos Los datos obtenidos de Freitas et al. (2004)

anios <- ¢(1996,1997,1998,1999,2000) # periodo de estudio

n <- c(101,143,216,164,218) # nro indiv avistados

m<- c(0,7,23,27,30) # nro indiv previdamente avistados y re-avistados
M <- c(0,101,237,430,567) # nro indiv avistados antes del muestreo

## Generamos una funcion para calcular La dindmica poblacional segun el modelo de
## Pella-Tomlinson (1969)

PellaTom <- function(N1,r,K,z,anios)

{

N <- NULL

N[1] <- N1

for (t in 1:(length(anios)-1)){

N[t+1] <- N[t] + N[t]*r*( 2 -(C ( N[t]/K)*z ) )

}

return(N)
}
## Definimos algunoes pardmetros
tita <- NULL# ,vector de pardmetros
vero <- NULL# vector para la verosimilitud
cont <- 1#contador para Las muestras efectivas

vueltas <- @# contador para las muestras totales

## Definimos un data frame donde guardamos los valores de tita del remuestreo
tita.SIR <- data.frame(NA, nrow = ml, ncol = 2)
names (tita.SIR) <- c("N1","r")
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#i# <<< EMPIEZA ALGORITMO SIR

## (1)Seleccionar tamano de La muestra de importancia (m@) y del remuestreo (ml)
mo <- 100000
ml <- 10000

## (2) Generar una muestra de m@ valores aleatorios de tita (N1,r) a partir de imp(.)

while(cont <= m@)

{

vueltas <- vueltas + 1

# Genero valores aleatorios de (bo,bl,tau) a partir de la fc de imp
N1 <- runif(1l, min = 1500, max = 21000)
r <- rnorm(1l, mean = 0.074, sd = 0.019)

N <- PellaTom(N1,r,K=21000,z=2.39,anios)
N <- as.integer(N)

# Prueba de admisibilidad: Chequeamos que el nro del individuos (N) tenga valores
positivos. Si no es el caso, volvemos a generdr ‘valores para N1 y r, de Lo
contrario continuamos.

if ( any(N <@) ) next

# Verosimilitud
aux <- 1
for (j in 2:1length(anios)) {
aux <- aux * dhyper(m[j], M[j]1, N[31-M[3], n[3])
}

vero[cont] <- aux

# Guardo muestra de tita
tita <- rbind(tita, c(Ni,r))

cont <- cont + 1
## (3) Calcular los pesos w- a partir de la vero, la prior y la funcidn de imp
W <- vero# (en este caso coinciden porque tomamos imp = prior)

## (4) Normalizar, Los\pesos
w.norm <- w / sum(w)

## (5) Remuestredr. con reposicion y probabilidad Los w.norm
orden.filas.remu <- sample(1:m@, size = ml, replace = TRUE, prob = w.norm)

## Tita SIR
SIR.tita[l:ml, ] <- tita[orden.filas.remu[1l:ml], ]

## <<< TERMINA ALGORITMO SIR
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Antes de continuar siempre es importante chequear la performance del algoritmo.
Diagnéstico del desempeiio del algoritmo SIR

En este caso, para evaluar si el algoritmo SIR ha tenido un desempefio adecuado,
permitiendo obtener una muestra que honre la funcién de distribucién a posteriori p(8]y), se
puede considerar un criterio basado en el analisis de los valores wy, k =1, ..., my.

A partir del calculo del coeficiente de variacién del valor medio de las tasas de
importancia:

1S,

o

donde @ y S, son el valor medio y desvio estandar de las tasas de importancia wy, w,, ..., Wy ;
si cv(w) < 0,04 se considera que el algoritmo SIR ha generado una muestra representativa de
la distribucion a posteriori del vector de parametros 8 (McAllister y Kirchner, 2002).

4

cv(@) =

## (6) Diagnostico del desemperio del algoritmo SIR

mu.w <- mean(w) # media de Los\w
sd.w <- sd(w) # desvio estdndaryde Los w
cv.wm <- (1/sqrt(mo)) * (sd.w/mu.w) # coeficiente de variacion de lLos w medios

Si cv(w) = 0,04 se vuelve a generar una muestra de tamafo m, de 0 (repetir pasos 2 a
4 de la implementacion en R). En este ejemplo, se obtuvo un valor de cv(w) igual a 0,0156759,
totalmente satisfactorio.

Una vez aplicado el algoritmo y evaluada la performance del mismo tendremos una
muestra del vector de parametros 8 = (N, r), honrando la distribucién a posteriori p(8]y). En
este caso, la muestra final se tomé de tamafo 10.000. En la Figura 1 se muestra un diagrama
de dispersion de la distribucién y las distribuciones marginales para cada una de las variables
se muestran en forma de histogramas se pueden ver en la Figura 2. Notar que hay una leve
asimetria positiva en el caso de la marginal para N;.
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Figura 1. Diagrama de dispersion de 10.000 puntos muestreados de la distribucion a posteriori
p(Nq,r|y) siendo y la matriz de datos observados. El punto donde se intersecan las lineas
punteadas corresponde a la media (2.432; 0,079).
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Figura 2. Histogramas de las distribuciones a posteriori marginales para el numero de
ejemplares en el afio inicial (N,) y para la tasa anual de crecimiento poblacional (r).

Como estimaciones puntuales de los parametros se han considerado las posterior
means (Berger, 1985), esto es, los valores medios de las distribuciones a posteriori de cada
parametro. Los intervalos de credibilidad (Berger, 1985) se construyeron a partir del método del
percentil (Efron, 1982), considerando las distribuciones a posteriori simuladas para cada
parametro (Tabla 2).
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Tabla 2. Estadisticas asociadas a la distribucion a posteriori de Ny y r. Percentiles, media,
desvio estandar y correlacion (Corr.)

P35y, Pysy, Psq, P;50, Pg759, Media Desvio Corr.
N, 1974 2247 2414 2596 3.013 2435 264,5 0,006
T 0,042 0,067 0,079 0,092 0,117 0,079 0,019 -

En la Figura 3 se muestra la serie de numero de individuos en el tiempo t (N,), calculada
a partir de las posterior means con sus respectivas bandas de credibilidad.

Mt

8
-
— mediana

3000
|

N® de individuos

2600

2200

1936 1997 1998 1999 2000

Figura 3. Numero de individuos (N,) estimados en el periodo de estudio empleando el modelo
de Pella-Tomlinson. El trazo continuo en azul representa el calculo de N, utilizando el valor
medio, el trazo continuo en negro la mediana, y los trazos discontinuos en negro los percentiles
25y 75.

Como comentario final, notemos lo sencillo que resulta de la obtenciéon de una muestra
de la distribucion a posterior conjunta de los parametros del modelo, calcular la incertidumbre
asociada a la estimacion del numero de individuos por afo (Figura 3), lo cual se deriva
directamente de las distribuciones a posteriori correspondientes a N; que se obtienen como
parametros derivados de la distribucién a posteriori correspondiente al vector de parametros. <

Consideraremos, en lo que sigue, y como ejemplo final el problema de estimaciéon de
parametros de un modelo de dinamica de biomasa, utilizado muchas veces en la evaluacién y
diagnoéstico de distintas pesquerias. El lector que no esté familiarizado con este tipo de
modelos puede consultar la bibliografia siguiente: Hilborn & Walters (1992), Kinas (1995),
Aubone (2010) y Hernandez (2015), entre otros.

Ejemplo 2: Modelo de produccion excedente de Schaefer para el atiun blanco (Thunnus
alalunga) del Atlantico sur. Diagnéstico, proyecciones y analisis de riesgo.

Se emplearon datos de captura C; en el tiempo t (en toneladas) y de CPUE (Captura
Por Unidad de Esfuerzo) para el atun blanco (Thunnus alalunga) del Atlantico sur de Polacheck
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et al. (1993). Los datos figuran en la Tabla 3. En la Figura 4 se muestra la serie de capturas en
toneladas y la serie de indices observados en el periodo de evaluacion.

Tabla 3. Datos de captura total en toneladas en cada tiempo t (C;) y CPUE (indices de
abundancia relativa en kg/h) para el atun blanco del Atlantico sur de Polacheck et. al (1993).

Ano Captura CPUE,
1967 15,9 61,89
1968 25,7 78,98
1969 28,5 55,59
1970 23,7 44,61
1971 25,0 56,89
1972 33,3 38,27
1973 28,2 33,84
1974 19,7 36,13
1975 17,5 41,95
1976 19,3 36,63
1977 21,6 36,33
1978 23,1 38,82
1979 22,5 34,32
1980 22,5 37,64
1981 23,6 34,01
1982 29,1 32,16
1983 14,4 26,88
1984 13,2 36,61
1985 28,4 30,07
1986 34,6 30,75
1987 37,5 23,36
1988 25,9 22,36
1989 25,3 21,91

* cpue
capturg

30 a5

cpue
40
25
Captura (ton.)

20
|

15

rr 171717171 1717 17 17T 17T T T T T T T 1T T T TT
1967 1970 1973 1976 1979 1982 1985 1988

ano
Figura 4. Serie de capturas en toneladas (trazo continuo en azul) y serie de CPUE observada

(puntos en rojo) para el atun blanco del Atlantico sur, periodo 1967-1989 (Polacheck et al.,
1993).
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Modelo de evaluacion

Para modelar sistemas dindmicos debiéramos considerar tanto la variabilidad a nivel de
procesos como los errores de medicion (ruido) pues al ignorar alguna de estas fuentes de
variabilidad podriamos subestimar la incertidumbre alrededor de las inferencias. La variabilidad
de proceso afecta el futuro del sistema mientras que los errores de medicién sélo a las
observaciones. En este sentido los modelos espacio-estado en combinacién con el analisis
bayesiano se presentan como conceptualmente atractivos para trabajar en pesquerias (Clark,
2007).

El modelo de dinamica de biomasa de Schaefer en su version discreta se expresa en la
forma:

B,
Bt+1=Bt+BtT‘<1——>—Ct (5)

siendo:

B, By, : biomasas a comienzo de los afios t y t + 1, respectivamente
C; : es la captura total en el afio t

r . es el parametro de poblacional

K : es la biomasa en equilibrio o capacidad de carga del sistema

Si se asume que la biomasa anual es un porcentaje de la capacidad de carga (K) se
puede plantear la siguiente re-parametrizacion:P; = B;/K, el motivo de utilizar esta re-
parametrizacion es acelerar el proceso de muestreo (Meyer y Millar, 1999).

Bajo el enfoque espacio-estado, tendremos una ecuacion de proceso y una de
observacion dadas por:

proc

Pl = eel (6)
Ci_q proc

P, = Pt—1+Pt—1T(1—Pt—1)—T et t=2,..,n (7

CPUE, = (gKP,)et"™ t=1,..,n (8)

donde q es el coeficiente de capturabilidad, "¢ y %S son variables aleatorias i.i.d.

que representan los errores de proceso y observacion respectivamente con " ~ N(0, 62.0c) ¥
s ~ N(0,02,;) en cada tiempo t. Notar que se consider6 el caso mas simple, es decir, se

supuso tanto para los errores de proceso como de observacion que tienen distribucion normal
con media 0 y varianza constante.

Estimacion de pardmetros bajo el enfoque bayesiano
Funcion de verosimilitud
A partir de la ecuacion (8) se tiene:
e2PS = In(CPUE,) — In(qK) — In(P,) (9
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Y bajo el supuesto efectuado con respecto a la distribucién de 225, la funcidon de
verosimilitud esta dada por:

1 1 —2 S [In(CPUE,)- In(gK)—In(P,)]?
L(y|0) = ————e ¥obs ’ ’ (10)
(VZTT) O-obs

siendo

y = (In(CPUE,),n(CPUE,), ...,In(CPUE,))* el vector de observaciones, y

t . s,
0= (K, r,q,oﬁbs,agmc) el vector de parametros (donde el supraindice indica que es el vector
transpuesto).

Eleccién de priors

Asumiendo un conocimiento difuso de los parametros K, r y 7,,,., s€ consideraron

distribuciones a priori poco informativas para los mismos, considerando a su vez todos los
parametros independientes.

log(K) ~ U[log(200); log(300)]
log(r) ~U[log(0,2) ; log(0,6)]
q ~ Inv — gamma[0,001; 0,001]
Tops ~ Gamma[1,71; 0,01]

Tyroc ~ U[0,02; 400]

donde 7,,s Y Tproc SON las precisiones para los errores de observacion y proceso
respectivamente (Tops = 1/02ys Y Tproc = 1/0%r0c)-

El rango para algunos parametros se pudo definir mas pequefio que para otros, debido
al conocimiento otorgado por evaluaciones efectuadas en anos previos (Meyer y Millar, 1999).

Célculo de la posterior

En este ejemplo trabajaremos con uno de los MCMC: el muestreador de Gibbs
(Gamerman y Lopes, 2006). Se trata de un caso especial del algoritmo de Metropolis-Hasting y
recibe su nombre del fisico Willard Gibbs en referencia a sus trabajos en fisica estadistica. Este
algoritmo es el que emplearemos a través de JAGS (Just Another Gibbs Sampling). Uno
podria programar sus propios MCMC en R para los distintos modelos que se deseen ajustar.
Sin embargo, una ayuda importante es el manejo de software alternativo y automatico que
ejecuta los MCMC rapidamente.

JAGS es un software que programa cadenas de Markov de Monte Carlo (MCMC) para
Modelos Bayesianos (Plummer, 2003). Es un sucesor de BUGS, que es Bayesian inference
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using Gibbs sampling (Lunn et al., 2013), si bien es muy parecido a BUGS tiene algunas
funciones extras y a veces es mas rapido. Ademas, JAGS se puede usar en Windows, Mac y
Linux (su ultima version en Windows puede descargarse desde el siguiente aqui) y permite su
ejecucion desde R.

Implementacién en R y estimacién por MCMC con JAGS

Para usar JAGS primero tenemos que definir el modelo en lenguaje jags, especificando
la funcién de verosimilitud y las priors para todos los valores “no observables”. Una cuestiéon
importante es que en JAGS la distribucion normal esta formulada en base a la precision en
lugar del desvio estandar (o). La precision es 1/0? y normalmente se representa con la letra
griega 7. Podemos escribir el modelo en un editor de texto o, como en el ejemplo que sigue,
usar la funcion “cat” de R que nos permite escribir y guardar texto desde un script.

B S S L
## 1. Escribir archivo del modelo ##
B L L e L L A

cat(file ="Thunnus_bayes.bug",

model{

# Priors

1nK ~ dunif(log(200), log(309))
Inr ~ dunif(log(@.2), log(0.6))
iq ~ dgamma(0.001, 0.001)
tau.proc ~ dunif(0.02, 400)
tau.obs ~ dgamma(1.71, 0.01)

# Escala original

K <- exp(lnK)

r <- exp(lnr)

qg <- 1/iq

sigma2.proc<- 1/tau.proc
sigma2.obs <- 1/tau.obs

# Dinamica poblacional

Pm[1] <- ©

P[1] ~ dlnorm(Pm[1]y. tau.proc)

for (i in 2:n) {
Pm[i] <=+log(max(P[i-1] + r*P[i-1]*(1-P[i-1]) - (C[i-1]/K), ©.01))
P[i]/~ dlnorm(Pm[i], tau.proc)

# Verosimilitud
for (i in 1:n) {
Im.[i] <- log(g*K*P[i])
I[i] ~ dlnorm(Im[i], tau.obs)
B[i] <- K*P[i]

16
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# Parametros adicionales y predicciones
RMS <- r*K/4

Bopt <- K/2

P1990 <- P[n] + r*P[n]*(1-P[n]) - (C[n]/K)
B1990 <- K* P1990@

Ademas, tenemos que armar una lista con los datos que vamos a pasarle a JAGS, una
funcién para generarlos valores iniciales de las cadenas markovianas (que no necesariamente
tiene que coincidir con las priors), y una lista de los parametros originales o parametros
derivados que sean de interés, que necesitemos monitorear durante el proceso de generacion
de las cadenas.

HAB BB BRI H R R R R R R AR RT3
## 2. Juntar Llos datos ##
HHHH BB R R R AR RT3

## Cargamos datos de Polacheck et al. (1993)

jags.data <- list(I = c(61.89, 78.98, 55.59, 44.61, 56.89, 38.27, 33.84,
36.13, 41.95, 36.63, 36.33, 38.82, 34.32, 37.64,
34.01, 32.16, 26.88, 36.61, 30.07, 30.75, 23.36,
22.36, 21.91),

c(15.9, 25.7, 28.5, 23.7, 25.0, 33.3, 28.2, 19.7,
17.5, 19.3, 21.6, 23.1, 22.5, 22.5, 23.6, 29.1,
14.4, 13.2, 28.4, 34.6, 37.5, 25.9, 25.3),

23)

(@]
1}

=)
1}

BHABHBABHBH R HBHBABHHHHHRBHBABA
## 3. Inicializar pardmetros ##
BHABHBABHBHBHABHBABHHHHBABABABH

jags.inits <- function() {

list(
K = runif(1, min = log(200), max = log(300)),
Inr = runif(l, min = log(@.2), max = log(@.6)),
ig = rgamma(l, shape = 0.001, rate = 0.001),

tau.proc = runif(1l, min = 0.02, max = 0.400),
tau.obs = rgamma(1l, shape = 1.71, rate = 0.01)

HHEABHRBH AR AR AR ARH AR AR AR
## 4. Definir pardmetros a seguir ##
HUHBHBABHH R AR AR AR AR HRH B AR AR AR

LI T T T R T R 1] non won

jags.params <- c("K","r","q","sigma2.proc","sigma2.0obs","B", "B1990")
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Para llamar a JAGS desde R usamos el paquete jagsUI y la funciéon jags de ese
paquete

library(jagsUI)

Finalmente, se ejecuta todo con ayuda de la funcién jags, que depende de los datos
(data), los valores iniciales (inits), los parametros (parameters.to.save), el niumero de
cadenas (n.chains), el numero de simulaciones en cada cadena (n.iter), el numero de
simulaciones que se quieren “quemar” (n.burnin), el salto sistematico en las simulaciones
(n.thin) y por ultimo el modelo (model.file). Para este caso particular, se consideraron 3
cadenas, 1.000.000 de iteraciones en total por cadena, un quemado inicial de 500.000
parametros y un thinning de 10.

AR BB B AR AR
## 5. Corremos el andlisis ##
HHB BB BRI AR AR AR AR H RSB

jags.fit <- jags(data = jags.data,
inits = jags.inits,
parameters.to.save = jags.params,
n.chains = 3,
n.iter = 1000000,
n.burnin = 500000,
n.thin = 10,
model.file = "Thunnus bayes.bug")

##

## Processing function input.......
##

## Done.

##

## Compiling model graph

## Resolving undeclared variables

## Allocating nodes
## Graph information:
## Observed stochastic nodes: 23

#it Unobserved stochastic nodes: 28
it Total graph size: 958

##

## Initializing model

##

## Adaptive phase, 100 iterations x 3 chains

## If no progress bar appears JAGS has decided not to adapt

it

it | +++++++++t bttt bbb bbb bbb | 100%
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#i#

## Burn-in phase, 5e+05 iterations x 3 chains

#H#

Hit | 3k 3k 5k ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok >k ok ok ok >k ok >k ok ok ok >k ok ok ok ok ok ok ok >k ok ok ok >k ok ok ok ok ok ok ok k >k | 100%

#H#

## Sampling from joint posterior, 5e+05 iterations x 3 chains

##

#it |**************************************************| 100%

#it

##Calculating statistics.......
#it

##Done.

##

Para ver los resultados de este analisis podemos  “imprimir’ la

funcién jags usando “print”, en este caso:

B e e T e T
## 6. Examinamos el output ##
B e o o e e o e e e

print(jags.fit)

## JAGS output for model 'Thunnus_bayes.bug', generated by jagsUI.
## Estimates based on 3 chains of 1le+06 iterations,
## burn-in = 5e+05 iterations and thin rate =
## yielding 150000 total samples from the joint posterior.
## MCMC ran for 19.247 minutes at time 2017-09-18 09:26:24.

#H#

it mean sd 2.5%

## r 0.327 ©0.060 0.225 0.
## K 252.321 27.653 203.665 253.
## q 0.255 0.036 0.195 0.

(O]

.005

(&)

.004

(]

.003

(O]

## sigma2.proc

## sigma2.obs 0.011 0.005 0.005 Q.

## B[1] 259.284 33.376 200.373 258.
## B[2] 259.154 38.390 194.634 257.
## B[3] 224.106 32.630 167.608 222.
## B[4] 197.823 29.413 146.833 196.
## B[5] 192.740 29.469 142.505 191.
## B[6] 170.337 25.143 126.669 169.
## B[7] 151.631 23.193 111.225 150.
## B[8] 146.781 22.881 106.986 145.
## B[9] 151.743 23.714 110.879 150.
## B[10] 150.731 22.704 111.313 149.
## B[11] 150.028 22.367 111.240 149.
## B[12] 149.235 22.395 110.631 148.
## B[13] 143.639 21.513 106.469 142.
## B[14] 142.201 21.506 105.229 141.

50%
322
078
251

.004

011
739
036
928
695
221
284
612
701
559
615
019
126
618
050
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97.5% overlapo

0.450 FALSE
297 .406 FALSE

0.329 FALSE

0.016 FALSE

0.023 FALSE
323.954 FALSE
339.719 FALSE
289.662 FALSE
256.848 FALSE
253.729 FALSE
221.352 FALSE
198.590 FALSE
193.476 FALSE
200.933 FALSE
197.502 FALSE
196.347 FALSE
195.694 FALSE
188.065 FALSE
186.910 FALSE

P R R RRRRRRPRRRERRRRRRRR

.000
.000
.001
.001
.001
.001
.001
.001
.001
.001
.001
.001
.001
.001
.001
.001

salida de

n.eff
5865
3241
1457
34736
100884
1923
1848
1808
1634
1637
1780
1717
1738
1561
1683
1701
1592
1476
1662
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## B[15] 136.559 20.419 101.446 135.515 178.861 FALSE 1 1.001 1619
## B[16] 130.183 19.389 96.723 129.181 170.142 FALSE 1 1.001 1615
## B[17] 118.981 18.406 87.149 118.024 156.894 FALSE 1 1.001 1621
## B[18] 128.456 19.387 95.360 127.314 169.080 FALSE 1 1.001 1581
## B[19] 130.026 17.922 98.969 129.162 166.799 FALSE 1 1.001 1834
## B[20] 121.267 16.719 92.519 120.441 155.753 FALSE 1 1.001 1703
## B[21] 105.025 14.856 79.457 104.292 135.776 FALSE 1 1.001 1625
## B[22] 89.551 14.185 65.276 88.716 119.195 FALSE 1 1.001 1678
## B[23] 83.797 14.637 58.551 82.803 114.771 FALSE 1 1.001 1703
## B1990 76.368 15.648 49.189 75.294 109.883 FALSE 1 1.001 1800
## deviance 127.996 7.276 110.277 128.745 139.848 FALSE 1 1.000 72703
#i#

## Successful convergence based on Rhat values (all < 1.1).

## Rhat is the potential scale reduction factor (at convergence, Rhat=1).
## For each parameter, n.eff is a crude measure of effective sample size.
##

## overlap® checks if @ falls in the parameter's 95% credible interval.
## f is the proportion of the posterior with the same sign as the mean;
## i.e., our confidence that the parameter is positive or negative.

#i#

## DIC info: (pD = var(deviance)/2)

## pD = 26.5 and DIC = 154.463

## DIC is an estimate of expected predictive error (lower is better).

En la salida previa, vemos que se reporta el nombre del modelo que se usd, cuantas
cadenas se simularon y otros detalles como el tiempo de ejecucion. Después aparece una tabla
con la lista de parametros que le pedimos que registre (en este caso 29) y la devianza®. En la
tabla aparece la media, desvio y cuantiles estimados a partir de las cadenas Markovianas.
También aparece una columna (overlap®) que nos dice si la posterior incluye al cero o no, y
otra (f) que nos indica la proporcién de la posterior que tiene el mismo signo que la media.
Finalmente, aparecen dos columnas con informacion importante. Rhat estima si las cadenas
convergieron a una distribucién estable y al haber autocorrelacion en las cadenas, tenemos el
denominado tamafio muestral efectivo (effective sample size), n.eff, que es el niumero virtual
de valores de la cadena, que nos permitiria obtener la misma precision en la estimacion de la
media si la estimaramos con ésta cantidad de valores i.i.d.

Diagnoéstico de convergencia en JAGS

Antes de utilizar la salida de JAGS, siempre debemos chequear que las cadenas hayan
convergido. Existen varios criterios que pueden utilizarse. Como se dijo, en la salida de JAGS,
figura una columna con el nombre de Rhat, estos valores corresponden al valor de scaled
reduction factors correspondiente al criterio-diagnéstico de Gelman-Rubin para convergencia
de MCMC (Gelman y Rubin, 1992). La idea involucrada en esta prueba es similar a la del
procedimiento de Analisis de la Varianza para comparar valores medios. Este diagnostico
basicamente mide variabilidad entre las cadenas y dentro de las cadenas (Walsh, 2004).

Esta devianza se define como —2 X log(p(yl@)) y se utiliza en el célculo del DIC (Deviance Criterion Information). El DIC es una
generalizacion en el contexto de modelos jerarquicos del AIC (Akaike Information Criterion) y del BIC (Bayesian Information Criterion). Es
particularmente util en selecciéon de modelos en el Enfoque Bayesiano donde las distribuciones a posteriori fueron obtenidas con MCMC
(Gelman, 2010).
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Gelman (1996) sugiere que valores cercanos a 1 son los deseables, considerando que en la
practica, valores cercanos a 1,1 o 1,2 son aceptables. Este criterio deberia ser aplicado para
cada parametro del modelo. En nuestro ejemplo, el Rhat fue cercano a 1 para todos los
parametros después de 500.000 iteraciones, lo que implica que a partir de la iteracion 500.000
en adelante, las muestras generadas por las Cadenas de Markov pueden considerarse que
provienen de la distribucién a posteriori.

Pueden emplearse otros criterios para chequear la convergencia, disponibles por
ejemplo via la libreria superdiagen R, la cual cuenta con los criterios de: Gelman-Rubin,
Geweke, Heidelberger-Welch, y Raftery-Lewis (Tsai y Gill, 2012).

En el objeto de salida de jags quedan guardadas varias cosas. Para ver qué cosas,

podemos utilizar la funcién “str” del R de la siguiente forma (s6lo mostramos las primeras
lineas):

str(jags.fit)

## List of 24
## $ sims.list :List of 10

## .$r : num [1:150000] 0.326 0.319 0.249 0.274 0.263 ...
## ..$ K : num [1:150000] 263 263 253 251 242 ...

## ..$ ¢ : num [1:150000] 0.267 ©.255 0.233 0.227 0.236 ...
## ..$ sigma2.proc: num [1:150000] ©.00558 ©.00931 ©.00931 0.00809 0.02488 ...
#H# ..$ sigma2.obs : num [1:150000] ©.00873 ©.0037 0.01655 0.00942 0.00285 ...
#H# ..$B : num [1:150000, 1:23] 272 258 264 297 275 ...

#H# ..$ B199@ : num [1:150000] 72.7 80.8 73.3 82.1 80.9 ...

#H# ..$ RMS : num [1:150000] 21.4 21 15.8 17.2 15.9 ...

#i#t ..$ Bopt : num [1:150000] 131 131 127 125 121 ...

#it ..$ deviance : num [1:150000] 133.2 123.5 131.1 123.6 94.1 ...
## $ mean :List of 10

it .$r : num 0.328

#H ..$ K : num 252

##  ..$ g : num @.255

##  ..$ sigma2.proc: num ©.00504

#i ..$ sigma2.obs : num 0.0115

# ..$ B : num [1:23(1d)] 259 258 224 197 192 ...

#H# ..$ B199@ : num 76.1

#it ..$ RMS : num 20.3

## ..$ Bopt : num 126

##  ..$ deviance : num 128

## $ sd :List of 10

it ..$r : num 0.0603

##H  ..$ K : num 27.8

#H  ..$q : num 0.0363

it ..$ sigma2.proc: num 0.00373

#H# ..$ sigma2.obs : num ©.00456

## ..$ B : num [1:23(1d)] 33.5 38.4 32.9 29.6 29.6 ...

#it ..$ B1996 : num 15.7

#it ..$ RMS : num 2.43

##  ..$ Bopt : num 13.9
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it ..$ deviance : num 7.26
# $ 2.5 :List of 10
#i .$r : num 9.225
#i %K . num 203
# ..$q ¢ num 0.195

Una libreria que podemos utilizar para hacer diagnésticos de convergencia en MCMC y
graficos de las posteriors marginales es ggmcmc. Debemos primero convertir el objeto que
contiene las cadenas a data.frame para poder empezar a utilizar todas las funciones de esta
libreria, esto lo hacemos con la funcion ggs(), que genera un data.frame con 4 variables:
Iteration (numero de iteraciones); Chain (nimero de cadenas); Parameter (nombre de los
parametros) y; value (valor de las muestras generadas).

## Cargamos Lla Llibreria
library(ggmcmc)

samp.gg <- ggs(jags.fit$samples[ ,c("K","r","q","sigma2.proc","sigma2.obs","B1990")])

Un grafico que es esencial para evaluar convergencia y diagnosticar si hay problemas
con las cadenas es el traceplot o grafico de trazas. Con ggs_traceplot() basicamente se
muestra la serie de tiempo del proceso de generacion de valores de la cadena y el hecho de
que ademas se usen colores diferentes por cadena facilita la comparacion entre ellas. En las
Figuras 5 y 6 se presentan las trazas y densidades para los parametros del modelo: r, K, q,
Uﬁroc, 0,y B1ggo (biomasa actual). Como se puede ver, las cadenas se mezclaron bien, lo que
indica que muestrearon el espacio paramétrico en forma similar.

# Cargamos una Llibreria extra
library(gridExtra)

# Graficamos las trazas y Lla densidad en una misma salida
grid.arrange(ggs_traceplot(samp.gg), ggs_density(samp.gg), ncol=2, nrow=1)
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Figura 5. Gréfico de trazas (columna izquierda) y grafico de densidad de la posterior (columna
derecha) de los parametros r, K y q el modelo de Schaefer para el atun del Atlantico sur.
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Figura 6. Grafico de trazas (columna izquierda) y grafico de densidad de la posterior (columna
derecha) de los parametros waoc (sigma2.proc), 62%,, (sigma2.0bs), Bige, (biomasa
correspondiente al ano de evaluacién) del modelo de Schaefer para el atun del Atlantico sur.
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Otro gréfico interesante es el asociado a las medias méviles o Running Means plot del
inglés. Con ggs_running() se obtiene una serie de medias mdviles de cada cadena lo que
permite chequear si la cadena se aproxima rapida o lentamente a la distribucién objetivo al
hacerse estacionaria. La linea horizontal facilita la comparacién entre las cadenas (Figura 7).
Usando la misma escala en el eje vertical también permite comparar convergencia entre
cadenas. Se espera una linea que alcance rapidamente la media y que por supuesto todas las
cadenas tengan la misma media (esto se ve facilmente comparando las lineas horizontales).

Running Mean
bl

1 1 1 1 1 1 1 1 1 1 1 1
0D 600100 TOO100 BOO10D S0010D 100010800100 S00100 TOO100 S00100 SO0T00 1000M0600100), GOOTON TODID0 &DD100 S00100 1000100

lteration
Chain 1— 2 283

Figura 7. Grafico de medias méviles para las cadenas del parametro K del modelo de Schaefer
para el atun del Atlantico sur.

Podemos ademas hacer graficos de autocorrelacién de las cadenas correspondientes a
cada parametro con ggs_autocorrelation() (Figura 8). En este tipo de graficos se espera
una correlacion de alta a moderada en el primer lag, y mas alla de este que disminuya. Si bien
la autocorrelaciéon no es de por si un indicador de falta de convergencia, podria indicar un
comportamiento malo de las cadenas o parametros, o quiza indicar que una cadena necesita
mas tiempo para alcanzar la convergencia. Una forma de lidiar con el problema de
autocorrelacion podria ser aumentando el thinning seleccionado inicialmente.

Autocorrelation
aoid ZELWEIS

Lag

chain [0 1 [z 0 =

Figura 8. Grafico de autocorrelacién para el parametro o, (sigma2.proc) del modelo de
Schaefer para el atin del Atlantico sur.
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Existen muchas mas funciones dentro de esta libreria, por ejemplo: si queremos
diagnosticar potenciales problemas de convergencia debido a parametros altamente
correlacionados puede emplearse la funcion ggs_crosscorrelation() para producir un
grafico con la correlacion entre todos los parametros; o graficar los valores de Rhat para cada
parametro podemos hacerlo facilmente con ggs_Rhat(); entre otras cosas.

Parametros de manejo
Entre los parametros de manejo, para el modelo de Schaefer, podemos considerar:

Byirgen - biomasa virgen (Byirgen = K)
Bi99¢ : biomasa poblacional actual (a comienzos del afio 1990)
RMS : Rendimiento Maximo Sostenible, que viene dado por

rK
RMS = e (11

B,pt - biomasa correspondiente al RMS, a la que se denomina Biomasa Optima

K

Bopt = 5 (12)

De esta forma una vez conocida la distribucién conjunta a posteriori de los parametros
p(0]y), es inmediato construir la distribucion de cualquiera de los parametros de manejo y a
partir de esto calcular cualquier caracteristica de dicha distribucion (valores medios, desvios,
percentiles, etc.). Es importante destacar esto, pues en un analisis clasico, obtener un intervalo
de confianza o la distribucion para una funcién cualquiera del vector de parametros, puede
llevar a problemas matematicos complejos que no siempre admiten una solucién tan simple y
directa como ocurre en el Analisis Bayesiano.

Continuando con el ejemplo, y a modo de presentar otra de las ventajas del enfoque
bayesiano, veremos los lineamientos principales para llevar a cabo un analisis de riesgo que en
este contexto es sumamente simple y natural.

Célculo de riesgo

Se consideraron dos tipos de riesgo:

R1. Riesgo que se produzca una disminucion de biomasa el afio siguiente (B;49;) al afio de
evaluacion (B;g9q).

Lo que esperamos entonces es que:

B
1991 5 4 (13)
B1990

A los efectos de formalizar la presentacion introducimos la funcién:
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0 St Bigo1 = Biggg

L(8,a) = {1 Si Bi1g91 < Biggg o

R2. Riesgo que la relacion entre la biomasa proyectada para el afo 1993 (Bg93) cCON
respecto a la biomasa virgen (B, gen) €Sté por debajo de un nivel ry prefijado.

Lo que esperamos en este caso es que:

B
193 o (15)
Bvirgen
Nuevamente podemos definir:
0 St Biggz = 11 * Byirgen
L6, a) = {1 Si Bigoz <11 ' Byirgen (16)

En el contexto de la Teoria de Decisién L(6,a) es denominada funcién de pérdida, y las
funciones de pérdida del tipo (14) o (16), se denominan “0-1 loss” en inglés. Como se observa,
la funcion de pérdida depende del estado del vector de parametros (cuyo verdadero estado nos
es desconocido y es denominado en la jerga de la teoria de la decisién “verdadero estado de la
naturaleza”) y de la accién a considerar, que en nuestro ejemplo se reduce a la definicién de
una captura. Pueden definirse otras funciones de pérdida mas complejas. También se pueden
definir las denominadas funciones de utilidad, que consideran cuestiones econdmicas, o
funciones de pérdida que contemplen algun tipo de pérdida a mediano plazo, o mas
generalmente las pérdidas (o utilidades, segun se considere el problema) determinadas
directamente por reglas de decisién que establezcan politicas de explotacion (por ejemplo
extraccion de capturas determinadas a lo largo de una serie de afos), etc. Debe notarse, que si
bien se utiliza el término pérdida, esto no significa que toda decision nos condene al fracaso, de
hecho el problema se puede plantear de forma equivalente a partir de la utilizacion de
funciones de utilidad. No desarrollaremos la teoria formal de decisidn, pero el lector interesado
puede profundizar en el tema leyendo a Bernardo (2001) o para una introduccién sencilla se
puede consultar Hernandez (2012).

El calculo numérico del riesgo, teniendo en cuenta, por ejemplo, el objetivo definido en
(13) se plantea de la siguiente forma:

1. Seleccionar una acciéon a = C, siendo C una cierta captura hipotética.

2. A partir de los valores Bgi),r(i),l((i) y ajr(oiz (donde el supraindice i indica la realizacion i

-ésima) calcularB; y B, segun las férmulas (6) y (7).

3. Calcular L(0W, a) de acuerdo con (14).

4. Repetir [2] y [3] para todos los valores de la muestra (m) (en nuestro caso de las
cadenas).

5. Calcular el riesgo a partir de:

m,1(69,a)

p(a) = — a7)
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donde p,(a) es el riesgo de que haya un decaimiento de biomasa del ultimo afo al
siguiente y corresponde a la probabilidad de que ocurra una situacion no deseada.
Se procede de manera analoga para el célculo del riesgo teniendo en cuenta el objetivo

planteado en (15) y considerando en el paso 3, el calculo de L(6W, a) segun (16).

Debe remarcarse que el esquema [1]-[5] es general y solo variaran en otras
aplicaciones: (i) el paso [2] en donde se considerara un vector 8, propio del modelo empleado y
(ii) el paso [3] en lo que respecta a la definicion de la funcion de pérdida, L(6©,a).

Resultados

En la Figura 9 se presenta el grafico correspondiente a los resultados del Analisis
Bayesiano efectuado, considerando la serie del indice de abundancia, (e) CPUE observado y
(—) CPUE estimado. En la Figura 10 se muestra el Probability-Probability plot de los residuales
estandarizados del ajuste del modelo a los datos de la serie de abundancia. Como se observa
en dicha figura el comportamiento estadistico del modelo, en lo que hace a la distribucion de
los residuales, es totalmente satisfactorio.

*  obs
— est

cpue
40 60 70
1

30
1

1967 1969 1971 1973 197% 1977 1979 1981 1983 1985 1987 1989

afios

Figura 9. Serie de CPUE observada (e) y estimada (—) para el atin del Atlantico sur durante el
periodo 1967 y 1989.

distribucion acumulativa empirica

-0,2
0,0 0,2 0,4 0,6 0,8 1,0 1,2

distribucion acumulativa teorica

Figura 10. Probability-Probability plot de los residuales estandarizados, del ajuste del modelo a
los datos de la serie de abundancia.
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En la Figura 11 se presenta la trayectoria de biomasa estimada (en toneladas) via el
modelo de Schaefer, con las correspondientes bandas de credibilidad del 95 %. Como puede
verse, la biomasa manifiesta un decrecimiento paulatino practicamente a lo largo de todo el
periodo considerado.

250 300
| |

Biomasa {toneladas)
200
|

50
|

1967 1969 1971 1973 1975 1977 1979 1981 1983 1985 1987 1989

anio

Figura 11. Serie de biomasa estimada, mediana y percentiles 2,5y 97,5 para el atun blanco del
Atlantico sur. Periodo 1967-1989.

Como estimaciones puntuales de los parametros del modelo y parametros derivados se
han considerado las posterior means (Berger, 1985). En la Tabla 4 se presentan las
estimaciones bayesianas de los mismos. Se acompafa la estimacion puntual con los
correspondientes Intervalos de Credibilidad (IC) del 95%. A diferencia del clasico intervalo de
confianza de la estadistica frecuencista, y en términos simples, el intervalo de credibilidad es un
intervalo en el que se encontraria el parametro que se desea estimar, pero con una cierta
probabilidad especificada (en nuestro caso del 95%).

Tabla 4. Estimaciones Bayesianas puntuales (posterior means) e Intervalos de Credibilidad del
95% (1Cy50,), para los parametros del modelo de Schaefer r, K, q yoﬁmc, la varianza del error
de observacion ¢2,, y parametros derivados RMS, Bopts B1990s Buirgens B1991/B19go Y B1gos/
Byirgen (Para los dos ultimos se mantuvo constante la captura de 1989).

Parametro Posterior means ICys5,
r 0,327 (0,225 ; 0,450)
K 252,321 (203,665 ; 297,406)
q 0,255 (0,195 ; 0,329)
Oproc 0,005 (0,003 ; 0,016)
Tobs 0,011 (0,005 ; 0,023)
RMS 20,287 (15,695 ; 25,390)
Bopt 126,160 (101,833 ; 148,703)
B1990 76,368 (49,189 ; 109,883)
Byirgen 252,321 (203,665 ; 297,406)
B1991/B1990 0,882 (0,754 ; 0,981)
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B1gg3 /Bvirgen 0,187 (0,020; 0,371)

En la Tabla 5 se muestra el codmputo de las probabilidades de la realizacion de
situaciones consideradas desfavorables, teniendo en cuenta los criterios de riesgo
establecidos.

Tabla 5. Evaluacion del riesgo de acuerdo a los objetivos propuestos (manteniendo constante
la captura de 1989).

Situacién desfavorable Probabilidad (riesgo)
Bi1991 < Biggo 0,999
Big93 < 0,3 Bvirgen 0,918

Como se observa en la Tabla 5, los riesgos de que se den situaciones consideradas
desfavorables (no deseadas), son muy grandes, en caso de mantener como captura la
correspondiente al afio 1989. De esta forma, es importante establecer un nivel de captura que
nos permita posicionarnos en un escenario precautorio, que determine niveles de riesgo
pequenos para los objetivos planteados. En la Tabla 6 se presentan las Capturas Maximas
Biolégicamente Aceptables (CMBA) en toneladas, para riesgos del 5y 10 %.

En la Figura 12 se muestran las gréficas de riesgo, en funcién de capturas hipotéticas,
correspondientes a la probabilidad de que se produzca una disminucién de biomasa a
comienzos del ano 1991 respecto de la biomasa de 1990 (Riesgo 1) y de que se produzca una
disminucion de biomasa en un horizonte de tres afios que ubique la biomasa del afio 1993 por
debajo del 30% de la biomasa virgen (Riesgo 2).

1.0

0.8
|

Riesgo

0.2
|

— Pr(Begt <Brzg)
= = Pr(Byg; =Ty * Bygen )

T I T T I T T T T T l I T
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0.0

captura

Figura 12. Graficas de riesgo en funcion de la captura del atun blanco, obtenidas del analisis
bayesiano. El trazo continuo describe la probabilidad de que la biomasa de 1991 disminuya con
respecto a la biomasa de 1990 y el trazo discontinuo describe la probabilidad de que la
biomasa de 1993 disminuya respecto al 30% de la biomasa virgen (r; = 0,3).
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Tabla 6. Capturas Maximas Biolégicamente Aceptables CMBA (en toneladas), para los niveles
de riesgo de 5y 10% de acuerdo a los objetivos propuestos.

Objetivo CMBA 5% CMBA 10 %
Bi991 = Biggo 12,55 13,40
Bi1g9z 2 0,3 Byirgen 7,70 9,15

Tabla 7. Riesgo de disminucién de biomasa en el afio 1991 con respecto al afno 1990 (Riesgo
1) y riesgo de disminucién de biomasa en el aino 1993 con respecto al 30% de la biomasa
virgen (Riesgo 2) en funcion de la captura (en toneladas).

Captura Riesgo 1 Riesgo 2
0,0 0,0000 0,0008
0,5 0,0000 0,0011
1,0 0,0000 0,0015
1,5 0,0000 0,0021
2,0 0,0000 0,0030
2,5 0,0000 0,0042
3,0 0,0000 0,0057
3,5 0,0000 0,0080
4,0 0,0000 0,0107
4,5 0,0000 0,0140
5,0 0,0000 0,0180
55 0,0000 0,0231
6,0 0,0000 0,0289
6,5 0,0000 0,0366
7,0 0,0000 0,0447
7,5 0,0000 0,0546
8,0 0,0001 0,0659
8,5 0,0002 0,0789
9,0 0,0004 0,0939
9,5 0,0010 0,1103
10,0 0,0021 0,1295
10,5 0,0047 0,1497
11,0 0,0097 0,1718
11,5 0,0173 0,1955
12,0 0,0299 0,2214
12,5 0,0490 0,2481
13,0 0,0743 0,2768
13,5 0,1093 0,3059
14,0 0,1521 0,3352
14,5 0,2033 0,3661
15,0 0,2630 0,3971
15,5 0,3275 0,4281
16,0 0,3979 0,4596
16,5 0,4705 0,4922
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Tabla 7. Continuacion.

Captura Riesgo 1 Riesgo 2
17,0 0,5419 0,5227
17,5 0,6121 0,5536
18,0 0,6738 0,5835
18,5 0,7312 0,6128
19,0 0,7816 0,6408
19,5 0,8247 0,6677
20,0 0,8602 0,6944
20,5 0,8891 0,7186
21,0 0,9123 0,7414
21,5 0,9310 0,7637
22,0 0,9465 0,7842
22,5 0,9580 0,8032
23,0 0,9666 0,8206
23,5 0,9742 0,8371
24,0 0,9791 0,8520
24,5 0,9839 0,8658
25,0 0,9874 0,8789
25,5 0,9899 0,8909
26,0 0,9919 0,9016
26,5 0,9935 0,9117
27,0 0,9946 0,9212
27,5 0,9959 0,9286
28,0 0,9965 0,9365
28,5 0,9971 0,9431
29,0 0,9978 0,9492
29,5 0,9982 0,9546
30,0 0,9986 0,9595

Como ejercicio final, entre tantos otros que pueden plantearse, en lo que sigue se
presenta un calculo que considera proyecciones de biomasas a 5 afios, a partir del afio actual
(1990), manteniendo constante el valor de captura del afio 1989 (C,¢g9) Yy reduciendo y
aumentando dicho valor de referencia 10, 20 y 30%. Las correspondientes series de biomasas
proyectadas se presentan en la Tabla 8. En la Figura 13, se puede ver el grafico de las
trayectorias de biomasa correspondientes.
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Proyeccicnes a captura constante
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Figura 13. Proyecciones de biomasas a 5 afios, a partir del ano actual (1990), manteniendo
constante el valor de captura del afio 1989 (C;939 = 25,3) y reduciendo y aumentando dicho
valor de referencia 10, 20 y 30%.

De la Figura 13 podemos inferir que el valor de captura actual es grande y poco
precautorio y en un horizonte de 5 afios, en particular una reduccién del 30 % de esta captura,
nos llevaria sélo a mantener la biomasa en los niveles actuales.

Tabla 8. Valores de biomasa proyectadas a 5 afos, a partir del afio actual (1990), manteniendo
constante el valor de captura del ano 1989 (C) y reduciendo y aumentando dicho valor de
referencia 10, 20 y 30%. Los valores de biomasa y captura se expresan en toneladas.

Captura B1991 B1992 B1993 B1994 B995
—-30% 76,37 76,00 75,38 74,71 73,79
—-20% 76,37 73,49 70,28 67,18 63,21
—10% 76,37 71,07 65,37 58,66 50,51

C =253 76,37 68,60 59,73 49,24 36,90
+10% 76,37 65,94 54,06 40,40 23,34
+20% 76,37 63,15 48,25 30,34 8,73
+30% 76,37 60,71 42,86 21,35 2,53

En general en la evaluacion y manejo de los recursos pesqueros se considera el efecto
de aplicar reglas de decision que determinan politicas de explotacion (capturas
predeterminadas para cada afo, aplicacion de esfuerzos prefijados para cada afo, etc.) a lo
largo de una serie de anos, calculando indices los riesgos de que no se satisfagan los objetivos

deseados. Del ejemplo analizado se puede apreciar entonces lo simple que resulta efectuar
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este tipo de analisis y evaluar las consecuencias de la aplicaciéon de distintas medidas de
manejo. <

DISCUSION

En muchos aspectos la ciencia es una “actividad Bayesiana”, integrando informacién de
diversas fuentes y actualizando el conocimiento previo. Aunque podria parecer subjetivo
incorporar informacién a priori en un andlisis de datos, el Enfoque Bayesiano provee una
manera clara de integrar toda la informacién disponible usando leyes formales.

En el enfoque clasico o frecuencista, la probabilidad esta asociada a la repeticion de un
“‘experimento” que determine un resultado y dicha probabilidad surge como el limite de las
frecuencias relativas de ocurrencia de un cierto evento destacado, al tender el numero de
ensayos a infinito. Esta forma de definir la probabilidad, es satisfactoria desde un punto de vista
materialista (posicién propia del fisicalismo que domind la ciencia durante siglos y tuvo su
maxima expresion con el Positivismo de Augusto Comte (1798-1857) y John Stuart Mill (1806-
1873), ya que una frecuencia puede ser pensada facilmente y uno puede acceder a la misma
realizando concretamente el experimento que la defina. No obstante, esta forma de definir la
probabilidad adolece desde el vamos de varios problemas, primero el concepto de experimento
aleatorio y reproducibilidad del mismo en exactamente las mismas condiciones es sumamente
dudoso, por otra parte, desde un punto de vista puramente matematico, formalizar el concepto
de probabilidad como limite de una frecuencia genera no pocos problemas que resultan ser
insalvables. Por otra parte, mas alla de los problemas nombrados con respecto a la
probabilidad como limite de una frecuencia, tenemos el problema de que esta definicion de
probabilidad no alcanza para abarcar todos los casos interesantes en los cuales amerita usarse
el concepto de probabilidad, de hecho en la escuela frecuencista no tiene sentido hablar de la
probabilidad de una hipétesis, que es una cuestidon central en la ciencia.

En el Enfoque Bayesiano, por su parte, la probabilidad se introduce como “grado de
creencia” y tiene que ver, por lo tanto, directamente con nuestro conocimiento o ignorancia con
respecto al denominado “verdadero estado de la naturaleza”, ya sea del valor de un parametro
o de la verdad o falsedad de una hipotesis. Lo importante es que, desde un punto de vista
matematico, esta definicion de probabilidad admite ser totalmente formalizada a partir de una
axiomatica. Ya sea desde la Teoria de la Decision (enfoque subjetivista) o desde la Ldgica
Aristotélica y los silogismos débiles (enfoque objetivista) a partir del concepto primitivo de
“plausibilidad”.

A diferencia de la estadistica frecuencista, que no esta axiomatizada, y que es un
conjunto de procedimientos ad hoc desarrollados para cada problema particular considerado,
en la Estadistica Bayesiana los problemas de estimacion de parametros, contraste de hipoétesis
y los problemas de decisién, se abordan todos desde el punto de vista del calculo de
probabilidades (condicionadas a los datos).

Una critica que se le hace al Enfoque Bayesiano y que generd discusiones
interminables a lo largo de la historia de la ciencia, es la definicion de las priors. Nuestros
resultados dependen en principio de estas y se ha gastado mucha tinta discutiendo que la
eleccion de las mismas puede llegar a ser siempre arbitraria. Sin embargo, es un Teorema
matematico el resultado que demuestra que independientemente de las priors seleccionadas la
posterior siempre converge a una distribucion conocida normal multivariada, en la medida que
el tamano muestral sea suficientemente grande. Esto demuestra que si bien la definicion de las
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priors es un tema a discutir, asintéticamente el resultado bayesiano se independiza de las
mismas. No obstante, los estadisticos bayesianos han trabajado mucho sobre esta
problematica y esto ha llevado a la introduccién de las priors difusas o poco informativas. El
criterio es muy simple, si se tiene conocimiento a priori, se utiliza para definir las priors, o en
caso contrario se definen priors que tengan la propiedad, como minimo, de perturbar o alterar
lo menos posible la informacion proporcionada por los datos contenida en la funcién de
verosimilitud.

En lo que respecta a la aplicacidon del Analisis Bayesiano en la problematica pesquera,
este enfoque es muy interesante ya que se presenta como simple, intuitivo, flexible y muy rico
en resultados. Por otra parte, su aplicacion no se limita a considerar modelos sencillos, por el
contrario, permite muy facilmente considerar modelos globales o estructurados, o modelos
espacio-estado o jerarquicos, permitiendo lidiar de manera sencilla con la complejidad presente
en este tipo de problemas. Cabe destacar que cuando se efectia la evaluacién de un recurso
pesquero se considera un modelo especifico, el cual se asume que representa la dinamica real
del recurso. No obstante, puede ocurrir que existan otros modelos alternativos que se
presenten a priori como candidatos para modelar esta dinamica, a esta incertidumbre se la
denomina “incertidumbre estructural”. Pues bien, en el contexto bayesiano, esta incertidumbre,
se puede incorporar en la evaluacion de un recurso facilmente.

El Analisis Bayesiano esta siendo aplicado cada vez mas en problemas pesqueros, y
mas alla de las virtudes que hemos destacado en parrafos previos esto se debe
fundamentalmente también a las facilidades computacionales, a la gran capacidad de calculo
de las computadoras actuales y a la existencia de programas orientados al analisis bayesiano,
de distribucion libre y por lo tanto accesibles a cualquier investigador.

Para finalizar, es importante remarcar que mas alla de la disputa entre la escuela
Bayesiana y la escuela Frecuencista, la existencia de estos dos enfoques diferentes, ha
enriquecido a la ciencia estadistica y la ha obligado a reflexionar profundamente sobre los
fundamentos de la estadistica como ciencia teorica y aplicada (Hernandez, 2012).
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